Laborator 1
Introducere in sisteme evolutive — algoritmi geneti

[ —

. Requlament de discipliri

* Prezerm la orele de laborator este obligatorie.

» Studenii au obligaia de a respecta orarul laboratoruguigrupele/semigrupele din
care fac parte

* Recuperarea orelor de laborator se face in confatencu regulamentul univera.

* Fiecare student va fi evaluat in urma acitidr de laborator, nota miniincu care
studentul se considempromovat fiind 5. Studem care au la sfartul laboratorului
situgia neincheidt sau incheidat cu nota sub 5 nu vor putea sns examenul de
disciplina.

2. Obiectivele laboratorului

* Prezentarea regulamentului de disciplin
* Prezentarea uneltelor necesare pentru orele deatlab@JGAP / AForge.Net)

« Inswirea modului de lucru pentru seilonarea unor probleme simple folosind
algoritmi genetici

* Evaluarea execiei algoritmului genetic: convergen timpul de execte, eficiena
gasirii solutiei, etc.

3. Prezentare teoretié a algoritmilor genetici

Algoritmii genetici fac parte din clasa algoritmilevolutivi, care vizeazcautarea
soluiei unei probleme, Th mod iterativ, prin optimizara fiecare pas a unui indice de
performana asociat soltiei.

Cu scop recapitulativ, se ofein figura 1. schema logica algoritmilor genetici.
Modul cel mai comun de abordare impliermatorii pasi:

1. Stabilirea structurii cromozomului: ndinul de genei genotipul fiedreia
Generarea popuiai initiale

Construirea indivizilor din cromozomi cu ajutorulnitiei demapping
Evaluarea indivizilor folosind fun@ defitness

Selecia indivizilor

Crearea descenddor prin incrucsare (englcrossovey, mutaie, etc.
Stabilirea populgei care constituie genara urmitoare

Dupa faza de irdalizare, paii 3-7 se efectuedazintr-o buch repetitiva pentru un
anumit nundr de generd sau pa# cand solua gasita indeplingte anumite criterii de
performana.
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Figura 1. Schema logi#é a algoritmilor genetici

4. Unelte necesare pentru laborator

in majoritatea limbajelor de programare exidiiblioteci sau pachete care
implementeaz o mare parte a fugionalitatilor la abordarea cu algoritmi genetici
(generarea popuiai initiale, modaliitile de selege, operatorii de crossover mutaie),

lasand n grija programatorului doar structura croomoalui si functiile de mappingi de
performana. Dintre cele mai folosite amintim:

pentru Java SE: JGAP (Java Genetic Algorithm Pagkadgnetics, etc



» pentru C#: Aforge.Net, etc
* pentru Matlab: Genetic Algorithm Toolbox
* pentru Python: pygalib

* pentru Javascript: genetic-js

Pentru obiectivul acestui laborator se va fologiarda Java SE, pachetul JGAP,
pentru @ pune la disporia programatorului mai multe exemple de progranre pat fi
rulate direct, sau modificate relativ facil penauezolva alte probleme. De asemenea,
este open source, deci putem adapta de exempltatopede crossovegi mutaie la
necesiitile noastre.

Este recomandat, dar nu obligatorid, s foloseasc mediul de dezvoltare
Eclipse. Se va de&xa versiuneakclipse IDE for Java Developerde pe pagina
http://www.eclipse.org/downloads/index.phfe dezarhivedzin locgia doriti si se
execul programuleclipse.exeEste necesarasexiste preinstalagi pachetulJDK (java
development Kif de exemplu variantdava 2 SE 1.7Cand se descar@achetulJDK
trebuie avut grij sa se selecteze platforgasistemul de operare corespétuare.

Se va destca de la JGAP repositoryhtfps://sourceforge.net/projects/jgpp/
ultima versiune a bibliotecii (de la semeaFiles). in cadrul acestui laborator se va lucra
pe exemplele distribuite in variangap_3.6.3 full Fiind practic o bibliotex; pachetul
JGAP nu necesditinstalare, ci se dezarhiveafisierul desércatsi se referetiaza casi
bibliotec in Eclipse (pentru aceasta, click dreapta pe neipsdiectului, se selecteaz
optiuneaProperties apoiJava Build Pathdin meniul din stanga, tabulbraries, click pe
Add External JARs,.apoi se selecteazocaia unde a fost dezarhivat pachetul JGAP
se selecteaisierul jgap.jar).

in figura 4 se prezigitdiagrama UML a unor elemente esale din pachetul
JGAP. Se obse#ivca majoritatea fungonalitatilor sunt implementate deja in clasele
existente. Contribgia programatorului este indiéatu contur reu:

» definirea fun@ei de performati (prin extinderea clas€itnessFunction cu o clag
proprie care 8implementeze metodaaluate() )

* in programul principal, crearea obiectului de cgufare, a poputei initiale, si apoi
apelarea metodeiolve()  din clasasenotype .



Genotype Configuration

+evolve() +setPreserveFittestIndividual(boolean preserve)
+getFittestChromosome(): IChromosome +setSampleChromosome(IChromsome chr)
+randominitialGenotype(Configuration a_configuration) +setPopulationSize(int popSize)

+setFitnessEvaluator(FitnessEvaluator evaluator)

\ / +setFitnessFunction(FitnessFunction function)

IChromosome \
Chromosome Gene
FitnessFunction +n | +getAllele(): Object
#double(): Evaluate(IChromosome a_subjk\ct) / 4& K
Z% BooleanGene IntegerGene DoubleGene
. . +int: lowerBound +double: lowerBound
MyFitnessFunction +int: upperBound| | +double: upperBound
+double(): Evaluate(IChromosome a_subject)

1. set configuration AN
- set the sample chromosome
- set the fitness function

MainProgram | . ... - set other properties
2. create initial population (using Genotype)
3. evolve the population

Figura 2. Structura de baz a pachetului JGAP

5. Problema rezolvati - prezentarea modului de lucru

5.1.Formularea problemei

O problend simpk care poate fi rezolvatcu algoritmi genetici este aceea de a
calcula restul in monede, astfel incat suridies cat mai aproape de valoarea dorit
folosind cat mai ptine monede. Aici, o sotie performant va reprezenta un compromis
intre cele dod@icerinte. Exist 4 tipuri de monede: Quarters (valoarea 0.25), Bigdel),
Nickels (0.05), Pennies (0.01). Sunt disponibilédtal 20 de monede de tip Quarter, 30
Dimes, 50 Nickels, respectiv 80 Pennies.

5.2.Rezolvarea problemei

Necunoscuta problemei reprezininformaia despre nugirul de monede din
fiecare tip. Solua problemei va fi deci un vector de 4 numere Titrdceasi soluie
trebuie codificat in cromozom, astfel incai se acopere tot sppal de cGutare.

Prin urmare, vom considera un cromozom format4ligene cu alele numere
intregi, iar valoarea alelei fig®i gene va reprezenta cate monede din acel tipfivor
considerate. Genotipul fi®ei gene este o muhe de numere intregi, difefitpentru
fiecare ged. De exemplu, &= {0, 1, 2, ..., 20}, pentruasunt maxim 20 de monede de
tip Quarter disponibile.

Algoritmul genetic va genera soiiucare trebuie evaluate in fume de obiectivele
problemei, deci conform cu o futre de performad. Pentru evaluarea unei spiu
posibile, vom evalua cele ddwbiective: suma sa fie cat mai aproape de sum#idsy
si numarul total de monedeidie cat mai mic. Expresia futiei de performata este deci:
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undeg; reprezind valoarea genei(numarul de monedede tipul), V; este valoarea modei
de tipuli, iar a este un factor de scalare. Cele doantribuii la functia de performata
sunt insumate, performgnfiind cu atat mai buincu cat) are valoare mai mic

Pentru a stabili cat anume conteafiecare obiectiv la fun@ globak de
performanma se pot folosi diverse artificii:

» un factor liniar de scalakepentru a stabili prioritatea fieei contribuii

* penalizarea progresiwa erorii folosind ridicarea laafrat. Astfel, o eroare micva fi
penalizad puin, iar o eroare mare va fi penalizgiuternic.

* penalizarea diferermata in funaie de diferite condii logice, etc.

5.3.Implementare
in continuare vom parcurge codul sural programului ConstraintExample
(JGAP/examples/src/examples/constrpikixisti doua fisiere:

» ConstraintExample.java cortine programul principal unde se sete&ai parametrii
necesari pentru a rula programul. Aici se aifloucla iteratid descrig in capitolul 3.

» SampleFitnessFunctigava— contine implementarea fuiei de performata (fungia
obiectiv)

Redim mai jos secvaa de cod simplificat a programului principal, unde am
eliminat toate detaliile care nu sunt absolut naeepentru rularea programului:

Secvera de cod 1: Exemplu simplificat

import org.jgap.*;
import org.jgap.impl.*;
public class ConstraintExample {
private static final int NUM_EVOLUTIONS = 100;
public static void main(String[] args) throws
InvalidConfigurationException{
double targetAmount = 1.84;
Configuration conf = new DefaultConfiguration() ;

Configuration.resetProperty(Configuration.PROPERT Y_FITEVAL_INST);
/lwe use Delta evaluator (low value for fithess = better):
conf.setFitnessEvaluator(new DeltaFitnessEvaluato rQ);

conf.setPreservFittestindividual(true);
conf.setKeepPopulationSizeConstant(true);

FitnessFunction fitnessFunction = new
SampleFitnessFunction(targetAmount);
conf.setFitnessFunction(fithessFunction);

Gene[] sampleGenes = new Gene[4];

sampleGenes[0] = new IntegerGene(conf, 0, 20); // Quarters
sampleGenes|[1] = new IntegerGene(conf, 0, 30); // Dimes
sampleGenes|[2] = new IntegerGene(conf, 0, 50); // Nickels
sampleGenes|[3] = new IntegerGene(conf, 0, 80); // Pennies
IChromosome sampleChromosome = hew Chromosome(con f, sampleGenes);

conf.setSampleChromosome(sampleChromosome);




conf.setPopulationSize(80);
Genotype population = Genotype.randomlnitialGenot ype(conf);

for (inti=0;i < NUM_EVOLUTIONS; i++) {
population.evolve();
IChromosome bestSolutionSoFar =
population.getFittestChromosome();
Displaylndividual(bestSolutionSoFar);

}

}

public static void Displaylndividual(IChromosome ¢ hr){
System.out.print("Fitness value: " + chr.getFitne ssValue());

System.out.print(", Coins: ");
for (inti=0;i<4;i++)

System.out.print(SampleFitnessFunction.getNrCoin sAtGene(chr, i)
+"");
System.out.printin(", total change: " +
SampleFitnessFunction.amountOfChange(chr));

}
}
Mai Tintai se construgge obiectul de configuraregaConf Tn varianta
DefaultConfiguration , care va cotine tai parametrii necesari ridii algoritmilor
genetici:

DeltaFitnessEvaluator() — se specifig faptul G o valoare numeric mica
returnaf de funcia de evaluare reprezinb performari mare a individului. Aceast
setare a evaluatorului se folgte atunci cand avem nevoié minimizam o anumii
cantitate — in acest caz, difef@iintre obiectiwi valoarea curefit Pentru a putea seta un

noufitnessEvaluator trebuie Tn prealabil resefiataloareaPROPERTY_FITEVAL_INST
setPreservFittestindividual() — Se opteaz pentru fstrarea intotdeauna a

celui mai bun individ €llite selectiorcu un singur individ in el
setKeepPopulationSizeConstant() — marimea populgei este memnuta

constat in fiecare genetee, avand valoarea setat cu instrugunea
gaConf.setPopulationSize(80)

setFitnessFunction() — se specifig 0 instad a clasei ce reprezinfungia de
fitness cu care se evaluédarecare individ. Aceastclagi extindeFitnessFunction si
suprascrie metodavaluate() , care este fologitla evaluarea performem.

setSampleChromosome()  — Structura cromozomului este setitiosind un obiect
de tip IChromosome , pe baza aruia programul va genera cromozomii aleatori din
populdia initiald. Tn aces caz, cromozomul are 4 gene deégerGene |, fiecare avand
setate valori minimei maxime intre care se aflaloarea alelei.

randomInitialGenotype() — se creedizpopulaia initiala aleatoare

in secvera de cod 1, bucla iteratiwa executa un nuin fix de 100 de iteng
(NUM_EVOLUTIONSS Fiecare iterge reprezind o intreag generge a evoltiei (mapping,
evaluare, seleie, crearea descenddor), practic paii 3-7 descri in capitolul 3.
Metoda care implementeaZ'trecerea” unei genetfia este genotype.evolve() . De



asemenea, se fipeste pe ecran valoarea fured obiectiv pentru cel mai performant
cromozom din fiecare geneiasi valorile alelelor cromozomului.

in secver de cod 2 se prezintunaia de evaluare, care in metaglaluate(...)

calculeaz performama unui cromozom dat. In primul rénd, se calcuiemaloarea
reprezentdt de cromozom (folosind fuia de mapping), iar apoi, conform cu ceain
problemei, se penalizeadifererta pan la valoarea obiectivargetAmount , precumsi
numarul de monede. Se folage patratul valorii changeDifference pentru a introduce
penaliziri progresive (dat valoarea este foarte departe de obiectiv, se peaal
puternic, altfel mai ptin). De asemenea, exisin factor de scalaredo), care specifi
prioritatea mai mare a valorii intlanunirului de monede.

Secvena de cod 2: Fun¢gia de performanti
package lab1l;

import org.jgap.*;
public class SampleFitnessFunction extends FitnessF unction {
private final double targetAmount;

public SampleFitnessFunction(double targetAmoun t) {
this.targetAmount = targetAmount;

}

public double evaluate(IChromosome chr) {

double changeAmount = amountOfChange(chr); //m apping

int totalCoins = getTotalNumberOfCoins(chr); / /mapping

double changeDifference = Math.abs(targetAmoun t - changeAmount);
double fitness = 300 * changeDifference * chan geDifference;

fitness += totalCoins > 1 ? totalCoins : O;
return fitness;

}

public static double amountOfChange(IChromosome chr) {
int numQuarters = getNrCoinsAtGene(chr, 0);
int numDimes = getNrCoinsAtGene(chr, 1);
int numNickels = getNrCoinsAtGene(chr, 2);
int numPennies = getNrCoinsAtGene(chr, 3);

return (numQuarters * 0.25) + (numDimes * 0.1 ) + (humNickels *
0.05) + (numPennies*0.01);

}

public static int getNrCoinsAtGene(IChromosome chr, int position) {
Integer numCoins = (Integer)chr.getGene(posit ion).getAllele();
return numcCoins.intValue();

}

public static int getTotalNumberOfCoins(IChromo some chr) {

int totalCoins = 0;
for (inti=0; i< chr.size(); i++)
totalCoins += getNrCoinsAtGene(chr, i);

return totalCoins;

}




5.4. Testarea programuluisi masurarea performantelor
Convergera algoritmului

Atunci cand se rule@zprogramul de mai sus se poate obseigpearformara
afisata creste la fiecare pas (deci valoarea ftiacde evaluare scade). Acest fapt este
asigurat de Jstrarea celui mai bun individ din fiecare geniergrin apelul metodei
setPreservFittestindividual() . Faptul & la fiecare pas sofia poate fi doar
Tmburatatita confes, in acest caz, converganmalgoritmului (in unele cazuri, este posibil
ca soldia gasita sa fie doar un optim local, nu global, acest cazdianalizat in lucirile
urmatoare). Este posibil ca, in timpul &l programului, abaterea de la suma totsid
creasé de la o genetee la alta. Aceasta se intarmplumai in cazul in care performan
totak se imbuatateste datorig sciderii numirului de monede.

Caracterul aleator al algoritmilor genetici estendastrat de faptul acfiecare
rulare produce, de cele mai multe ori, rezultaferde. Caracterul aleator este dat de:
generarea popuiai initiale, operatorii de incrugresi mutgie si selegia indivizilor.

Eficienta algoritmului

Pentru a rasura timpul de execie al algoritmului, se pot introduce ste
instrugiuni suplimentare. Timpul de exat depinde, evident, de giaa pe care ruleéz
programul, deci este mai relevaatanalizm eficierta algoritmului.

Eficierya algoritmului este dat de nuniarul de evaléri ale funaiei de
performama raportat la ririmea spaului de cutare. Spgul de cutare est&sS=G;xG,x
Gsx Gy, UndeG; este genotipul pentru gemaPentru problema datspaiul de cutare
contine |S|=20-30-50-80 = 2 400 000 golposibile. Evaluarea performge se face
pentru fiecare cromozom din fiecare gemieradeci nunarul de evaléri se poate calcula
Tnmultind nuniirul de genemd cu marimea populdei (in acest caz 100 gengra 80
indivizi = 8000 de evaliri). Putem deci concluzionais-au evaluat 8000 / 2400000 =
0.33% dintre soluile posibile.

De fapt, la rularea programului se obset¥ dupi 0 anumii generde soldia nu
se mai imbuititeste deloc. intrucat fiecare rulare produce rezultdiferite, putem
considera o medie a ndmlui de genend in care este #spita soluia finala si calcubm
eficienta algoritmului cu noua valoare.

6. Problema propusa

in continuare se va aborda o probieatasic de optimizare, numitin literatus
problema rucsacului (engknapsackproblem). Se @ un rucsac cu volum dat si n
obiecte care trebuie introduse in rucsac volumulo,, ..., 0,. Fiecare obiect are un
anumit volumsi o valoare asociat Fara a defsi rucsacului, se cereise maximizeze
valoarea totdl a obiectelor in rucsac.

Pentru un caz particular, se considex=10, V=30, iar volumulsi valoarea
fiecarui obiect sunt date deol =i, val =i% undei=1, 2, ...n.

Modul de abordare prezentat anterior este potsivipentru aceastproblend.
Soluia problemei cotine informaia despre fiecare obiect daeste considerat sau nu,
prin urmare cromozomul va fi format gene de tipBooleanGene . Pentru a calcula
performama J a unui cromozom, vom calcula valoarea totalobiectelosi o penalizare




diferertiatd Joen dac volumul rucsacului este d&jit se va penaliza performgncu o
valoare foarte marg progresiv in funaie de céat este dégrea:

=3 Nal +3,,, unde J,,, =i (v >V,,)then0 elsea v ~V,,F, iar Vi

i=1

4
este volumul total al obiectelo¥,,, = Zgi vol, .
i=1

7. Exercitii
1. Explicai modul de fungonare al urmitorilor operatori: incrugare
(crossover), mutge. Cautai si intelegei diferite variante pentru
operatorul de sel@e. Explicai modul de fundgonare al selgei de tip
turneusi ruletd. Cautai si intelegei si alte variante de selge.

2. Rulai programul prenzentat in capitolul 5. Obserde la ce genete nu
se mai imbuditateste soldia. Estimai cate evalari s-au ficut pan in acel
moment. Rulé programul de mai multe ogi observa difererntele.

3. In cadrul programului prenzentat in capitolul Sustgti factorii care
influenteazz modul de fungonare al algoritmilor genetici (Inmea
populaiei, numarul de genendi, parametrii fungei de performata —
scalarea diverselor contritiude penalizare, etc.)si observa efectul
acestor modifigri asupra vitezei de convergéra algoritmului.

4. Implementa programul pentru problema preze#tat capitolul 6. Pentru
implementare este necesamsodificai structura cromozomului functia
de evaluare. Rulaprogramul, modifica parametrii de fungonare si
testai difererntele.

5. Modificati implementarea pentru problema rucsacului: éxmstipuri de
obiecte, cu maxim 5 obiecte disponibile din fiecdpe Problema este de a
afla céte obiecte din fiecare tip trebuie puse losac, cu acelga
obiective de a nu dég volumul maximsi de a maximiza valoarea toial



